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Definicion del problema

 El problema GRLP (Generalized Regenerator Location Problem) pertenece a la
familia de problemas de ubicacion de instalaciones (Facility Location Problems).

* El objetivo es minimizar el numero de regeneradores necesarios para garantizar la
conexion de los pares de nodos terminales que requieren comunicacion en el grafo.

* Aplicaciones:
* Diseno de redes opticas y de telecomunicaciones.
* Planificacion de la infraestructura de regeneracion de senal.
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Definicion del problema

Instancia:

* Nodos terminales.

e Candidatos a regenerador del grafo. @

@ Terminal () Regenerator
... NDC pair
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Definicion del problema

Instancia:

* Nodos terminales.

e Candidatos a regenerador del grafo. @

Solucion:

 Activar regeneradores hasta que todos los
pares de terminales NDC (Not Directly
Connected) queden conectados.

@ Terminal () Regenerator @ Terminal (7)Regenerator
... NDC pair @ Active regenerator

Solucion factible
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Definicion del problema

Instancia:

* Nodos terminales.

e Candidatos a regenerador del grafo. @

Solucion:

 Activar regeneradores hasta que todos los
pares de terminales NDC (Not Directly
Connected) queden conectados.

Objetivo:

* Minimizar el numero de regeneradores
activos (GRLP no ponderado).

@ Terminal ()Regenerator @ Terminal (7)Regenerator
@ /\ctive regenerator @ Active regenerator
Solucion optima Solucion factible
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Definicion del problema

Instancia:

* Nodos terminales.

e Candidatos a regenerador del grafo. @

Solucion:

 Activar regeneradores hasta que todos los
pares de terminales NDC (Not Directly
Connected) queden conectados.

Objetivo:

* Minimizar el numero de regeneradores
activos (GRLP no ponderado).

@ Terminal () Regenerator @ Terminal (7)) Regenerator Factibilidad:
L NI S s @ Active regenerator * Solo hace falta conectar los pares NDC, no
Solucién éptima Solucién factible todos los posibles pares.
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GRLP: trabajos previos
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Propuesta: Constructivo NCO

Factibilidad:
Algorithm 1 Constructivo NCO([,6) * ¢Estan conectados todos los pares NDC
| mediante los regeneradores activos?
1S @
2: while not Factible(/,5) do Features:
3 X < Features (I, S) * Extraer informacion de los nodos del grafo.
4: p < GNNy (7, X, .5) Modelo:
5: S+ SuU {Sa,mple (p)} e Asignar una probabilidad a cada
6: end while regenerador disponible.
7: return S ~ Accién:

* Muestrear un regenerador segun esas
probabilidades y activarlo.




Factibilidad: componentes conexas

1 Identificar componentes
Recorrer regeneradores activos y sus enlaces.

2 Acceso de cada terminal

Guardar qué componentes accede mediante sus
vecinos activos.

3 Comprobar los pares NDC

Si comparten alguna componente, el par esta
P & P P A--B: comparten C1 - conectado

conectado. A--C: sin componente comun - no conectado

Eficiencia: un solo recorrido de componentes y reutilizamos esa informacion para todos los pares.
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Features

Conocimiento del problema — ARISTA
1 si existe enlace directo, 0 en otro caso.
Y,
ESTATlCAS | TIPO DE NODO
1: candidato a regenerador, 0: terminal.
Eficiencia: calculo unico por — , y,
Instancia. ) PARTICIPACION EN NDC
NDC del terminal / NDC totales; candidatos: O.
Y,
| GRADO NORMALIZADO
A Numero de vecinos / (n — 1).
DINAMICAS | (n-1) )
Informacion actualizada: en cada i
paso constructivo. ACTIVACION
/ 1: regenerador activo; 0 en otro caso.
Y,
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Arquitectura GNN

GRLP Encoder - Graph Transformer Decoder - Attention

Edge features

NDC = {(t1,t3), (t2,t5), (t5,t4)}

= @ @.0.20 .o.

Node embeddings Ske1 = Sk U {r3}

Sk — Sii1 ‘
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Aprendizaje por refuerzo

Menos regeneradores — Mayor recompensa

‘ T R(S; | I
R(S) = —f(5) = —I| b() = 2=
Recompensa al completar la solucion. Media de K construcciones de la misma instancia.
A = R(S) — b(D)
A > 0: A < O:
S mejor que la media S peor que la media

« Reforzar las acciones seleccionadas. -+ Penalizar las acciones.




Aprendizaje por refuerzo

Construction (forward)

>

Solucién completa
(1|1, So) mo(r3|1, S1) mo(r6|1, S2) mo(r5|1, Ss) ‘

@ al r3 r6

So=0 = {r1} ={r1,r3} ={r1,r3,76} Sy={rl1,r3,76,r5}

\/\/&/\/

Learning (backward propagation)
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Entrenamiento

Generador de instancias: n NI G Rl IS|/n Froporcion de
Tamano de la instancia regeneradores
ETAPA 1 | ETAPA 2 | ETAPA 3
50 nodos, 100 épocas — 50 nodos, 100 épocas — 50 nodos, 100 épocas
25% regeneradores 50% regeneradores 75% regeneradores
/ » /
Configuracion de hiperparametros
TASA DE APRENDIZAJE DROPOUT INSTANCIAS POR BATCH CONSTRUCCIONES
0,0005 J 0 J 64 J 10
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Evolucion del entrenamiento

20 7
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6 Mean training 7
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Integracion con metaheuristicas

GRASP Quintana et al. (2016)

1. CONSTRUCCION C2

Elige al azar entre los mejores candidatos de una lista restringida Algorithm 2 1P (I S)
en funcion de los pares NDC que conectarian. ’
1: S« Clean([/,S)

2: S+ LS(/I,S)
3: return S

2. CLEAN

Elimina regeneradores redundantes tras la construccion.

3.LS SWAP2->1

Sustituye dos regeneradores activos por uno inactivo. Acepta la
primera mejora factible y repite hasta que no encuentra otra.
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Integracion con metaheuristicas

GRASP Quintana et al. (2016)

1. CONSTRUCCION C2
Elige al azar entre los mejores candidatos de una lista restringida Algorithm 2 IP (I S)
,

en funcion de los pares NDC que conectarian.
1: S« Clean([/,S)

2: S+ LS(/I,S)
3: return S

2. CLEAN

Elimina regeneradores redundantes tras la construccion.

3.LS SWAP2 > 1 NCO cambia la heuristica C2 por una
' 2 politica GNN aprendida.

Sustituye dos regeneradores activos por uno inactivo. Acepta la . . .
Fase de mejora IP se mantienen igual.

primera mejora factible y repite hasta que no encuentra otra.
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Resultados

Table 2: Computational results for instance sizes 400 and 500.

Instance GRASP NCO-+IP NCO
n p (%) F T(s) F T(s) F T(s)
25 20.90 6.85 20.70 11.88 31.50 5.15
400 50 18.30 19.53 18.00 14.25 32.30 5.7
75 13.90 4.62 13.70 7.54 27.90 4.08
25 23.40 18.25 23.00 25.89 37.20 8.13
500 50 19.60 19.19 19.70 29.37 38.20 7.85
75 12.40 29.82 12.20 10.64 21.90 4.82

Aggregated 18.08 16.38 17.88  16.60 31.50  5.93




Resultados

Table 1: Computational results aggregated by instance size.

Instance MILP IBVNS NCO-+IP NCO

n F T(s) F T(s) F T(s) F T(s)
50 6.33 0.17 6.33 0.00 6.33 0.11 8.80 0.11
75 8.13 1.40 8.13 0.07 8.17 0.24 11.83 0.22
100 9.83 1047  9.83 0.06 9.83 0.62 13.93 0.36
125 11.37 94.33 11.37 0.71 11.63 0.77 16.47  0.50
150 11.93 500.60 11.93 0.77 12.17 1.16 17.77 0.69
175 12.83 1512.60 12.83 1.49 13.00 1.52  20.40 0.91
200 13.40 2375.67 13.40 2.17 13.67 2.22  22.00 1.20
300 14.83 3600.00 15.77 6.49 16.43 7.06 2747 2.79
400 18.63 3600.00 16.67 16.33 17.47 11.22 30.57 4.94
500 19.63 3600.00 17.40 40.06 18.30 21.97 3243 6.93

Aggregated  12.69 1529.52 12.37 6.81 1270 4.36 20.17 1.86

Universidad
Rey Juan Carlos



Conclusiones y trabajos futuros

v] Conclusiones Trabajos futuros
Potencial de NCO Conocimiento del problema .
) ) Impacto de las features en el aprendizaje.
NCO como via para la optimizacién combinatoria. 4
Integracion con metaheuristicas
Aprender a destruir y reconstruir.
J
Aprender estrategias competitivas
La politica aprendida mejora la heuristica disefiada Explicabilidad o o o
Comparar con la explicabilidad de las heuristicas clasicas.
por expertos. J
| GPU frente a CPU
Margen de mejora Calidad, tiempo y coste de ejecucion. )
Entrenamiento, arquitectura y conocimiento del
problema. Entrenamiento y arquitecturas
Configuracion, distribucién y generalizacion.
J
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