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Resumen Este articulo aborda el problema de minimizacién de influen-
cia (IMIN) bajo restriccion presupuestaria en redes sociales, donde dicha
influencia estéa iniciada por un conjunto de actores malintencionados de-
nominados semillas. El objetivo es minimizar esta difusién perniciosa blo-
queando nodos a cambio de un coste asociado a cada nodo individual.
El problema se formula como una tarea de optimizaciéon combinatoria
NP-hard, para la que se propone la metaheuristica Greedy Randomi-
zed Adaptive Search (GRASP) donde la fase de mejora consiste en una
busqueda local mediante intercambio de nodos y evaluacién subrogada
para reducir el coste de las simulaciones Monte Carlo. Consideramos una
estrategia heuristica de priorizacion en la seleccion de nodos candidatos
basada en el tamano esperado de los subarboles en un arbol de dominado-
res calculado mediante el algoritmo de Lengauer-Tarjan sobre multiples
realizaciones de Monte Carlo, lo que permite identificar de forma precisa
los cuellos de botella estructurales que controlan la difusiéon. La meto-
dologia se evaltia experimentalmente sobre ocho redes reales de distinta
escala bajo el modelo de difusién Independent Cascade, considerando dis-
tintos presupuestos. Los resultados muestran que la variante basada en
la heuristica propuesta obtiene el mejor valor de la funcion objetivo en
todas las instancias evaluadas y con una desviacion porcentual promedio
del 0.00 %, aunque con un coste computacional superior en la mayoria
de casos. No obstante, la evidencia experimental indica que la combi-
nacién de construccion aleatorizada y refinamiento local constituye una
estrategia efectiva para abordar la IMIN con presupuesto heterogéneo.
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1. Introduccién

El analisis de procesos de difusion en redes sociotécnicas constituye uno de
los pilares de la ciencia de redes contemporanea. La capacidad de modelar como
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se propagan ideas, comportamientos, patégenos o desinformacién tiene impli-
caciones en ambitos tan diversos como la salud publica, la ciberseguridad y la
resiliencia de infraestructuras criticas [3]. Tradicionalmente, la literatura se ha
centrado en el problema de la maximizacion de influencia (IM ), orientado a iden-
tificar un conjunto de nodos (habitualmente llamados semillas) que maximice el
alcance de una difusion bajo modelos estocasticos de difusion de la influencia
como Independent Cascade (IC) o Linear Threshold (LT) [5]. No obstante, la
creciente amenaza de las campafias de desinformaciéon y los ataques coordina-
dos en plataformas digitales ha cambiado el foco hacia el problema inverso: la
minimizaciéon de influencia (IMIN).

El objetivo de la IMIN es identificar un conjunto de nodos bloqueadores
que, al ser intervenidos, minimicen la propagacién esperada de un agente danino
previamente detectado [2]. A pesar de su relevancia, este problema presenta
desafios computacionales y teéricos. En primer lugar, IMIN es intrinsecamente
NP-hard. En segundo lugar, a diferencia de la maximizacion, la funcién objetivo
en escenarios de minimizaciéon a menudo pierde propiedades de submodularidad,
lo que invalida las garantias teoricas de los algoritmos voraces tradicionales.
Ademas, la evaluacion de la influencia mediante simulaciones de Monte Carlo
resulta prohibitiva en redes de gran escala.

En consecuencia, la investigacion actual se enfrenta a cuatro retos fundamen-
tales: i) la escalabilidad de los algoritmos en grafos de millones de nodos, ii) el
desajuste entre los modelos tedricos y la dindmica real de la red, iii) la detec-
cién tardia de brotes infecciosos, y iv) la necesidad de validacion empirica bajo
restricciones de privacidad. Es por ello que en este trabajo abordamos la IMIN
bajo una formulaciéon de presupuesto limitado, donde los costes de intervencién
son heterogéneos. Definimos por tanto el problema de optimizacién como:

B* = in E[I B sujeto a: <FR
argBrgné/I{S [IG(S | B)], sujeto a UEZBC(U) <

donde E[IG(S | B)] representa el nimero de nodos activados obtenidos con
un modelo de difusion de influencia, cuya obtencion requiere un conjunto inicial
de semillas maliciosas S y nodos bloqueadores del conjunto candidato B, que no
pueden pertenecer al conjunto de semillas. Ademés, V es el conjunto total de
nodos de la red social, ¢(v) el coste asociado a bloquear el nodo v € V, que en
este trabajo depende del grado del nodo, y FR es el presupuesto total disponible.

Nuestra contribucién se puede estructurar en tres ejes. Primero, introducimos
la propia formulacion del problema de optimizacién con costes. Segundo, propo-
nemos y evaluamos una jerarquia de estrategias que van desde heuristicas voraces
hasta la metaheuristica GRASP (Greedy Randomized Adaptive Search Procedu-
re). Finalmente, para la experiencia computacional implementamos técnicas de
paralelizacion para mitigar el cuello de botella que suponen las simulaciones es-
tocésticas en modelos IC, permitiendo la exploracion de espacios de soluciones
mas amplios en tiempos competitivos.

A través de una experimentacion exhaustiva en diversas topologias de red,
este estudio demuestra que la combinacién de metaheuristicas adaptativas per-
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mite obtener reducciones de influencia considerables, manteniendo un equilibrio
eficiente entre la calidad de la soluciéon y el coste computacional.

El resto del articulo contintia en la Seccién 2 déonde se contextualiza el estado
del arte en IMIN y modelos de presupuesto heterogéneo. La Seccion 3 detalla el
diseno de la metaheuristica GRASP, profundizando en sus fases constructiva y de
busqueda local. La Seccion 4 describe el entorno experimental, las redes sociales
analizadas y los estadisticos de evaluaciéon. Finalmente, la Secciéon 5 resume los
hallazgos principales y comenta las lineas de trabajo futuro.

2. Literatura

El estudio de la propagacion en redes sociales y el marketing viral tiene su
origen en los trabajos de Domingos y Richardson. No obstante, la formaliza-
cion algoritmica fundamental fue establecida por Kempe et al. [5], al definir los
modelos de IC'y LT. En su trabajo, demostraron que la seleccién del conjunto
6ptimo de semillas en maximizacién de influencia es un problema NP-hard, lo
que consolidé el uso de simulaciones Monte Carlo y algoritmos voraces basa-
dos en la propiedad de submodularidad para obtener garantias de aproximacion
de (1-1/e). Estas simulaciones presentan un enfoque computacional algoritmico
donde se utiliza el muestreo aleatorio repetido para obtener resultados numéricos
y estimar el comportamiento de sistemas complejos o matematicamente intrata-
bles. A medida que el niumero de simulaciones tiende a infinito, el promedio de
los resultados muestrales converge al valor esperado real del sistema.

Aunque la literatura inicialmente se centré en la IM mediante aceleradores
como CELF' [8] o técnicas de muestreo inverso (RIS) [12], el foco se ha orientado
recientemente hacia la IMIN. Este campo se divide en dos vertientes principales,
destacando las estrategias de bloqueo, donde se eliminan nodos o aristas para
romper las rutas de propagacion, y las estrategias de contrainformacion, donde la
difusiéon de contenido positivo se utiliza para neutralizar difusiones perniciosas. A
diferencia de la IM, la IMIN suele enfrentarse a la pérdida de submodularidad
y a una mayor complejidad computacional, especialmente bajo el modelo IC,
donde la evaluacion de la reduccion de influencia es altamente costosa.

Por otro lado, la literatura distingue dos marcos operativos. El modelo tradi-
cional prefija el nimero de semillas k a seleccionar y asume costes homogéneos,
facilitando la aplicacién de heuristicas clasicas. Sin embargo, trabajos mas re-
cientes enfatizan la necesidad de modelos de presupuesto heterogéneo, donde el
coste de intervencion sobre un nodo es proporcional a su importancia estructural.
Esta evaluacion es mas realista pero algoritmicamente mas exigente, al requerir
optimizar el ratio beneficio/coste en escenarios de recursos limitados [1].

Las soluciones actuales varian entre la aceleracion estructural y las metaheu-
risticas. Autores como Xie et al. [13] han propuesto el uso de estructuras como el
arbol de dominadores (dominator tree) para identificar nodos criticos de bloqueo
de forma escalable en modelos LT, superando las limitaciones de tiempo de las
simulaciones exhaustivas. Por otro lado, ante la ausencia de garantias teéricas en
modelos no submodulares, enfoques data-driven y metaheuristicos como GRASP
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han demostrado robustez en la exploracién de espacios complejos de soluciones
[10], permitiendo refinar soluciones iniciales mediante operadores de intercambio
(swap).

En este contexto, la presente investigacién aborda la IMIN bajo un presu-
puesto financiero FR. Se evalta la eficacia de estrategias voraces frente a metaheu-
risticas hibridas (GRASP), estudiando la reduccion esperada de la propagacion
ademas de la estabilidad y la eficiencia computacional. Para abordar este estudio,
bloquearemos un subconjunto de nodos, seleccionado por el algoritmo de IMIN,
para reducir los caminos de la propagacién de informaciéon maliciosa. Dado que
cada nodo tiene un coste de bloqueo en funcién de su grado, el subconjunto
seleccionado debe ajustarse al presupuesto disponible para ser considerado una
solucion factible.
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Figura1: Red original

Figura 2: Tras bloquear un nodo

El ejemplo mostrado en las Figuras 1 y 2 ilustra el problema de IMIN bajo
presupuesto, donde la primera figura muestra la red original y la propagaciéon
maliciosa esperada inicialmente considerando el nodo A como semilla. El valor p
muestra la probabilidad del nodo de infectar a los nodos que direcciona (influen-
cia), asumiendo que un valor de p superior a 0.50 provoca la activacion del nodo
adyacente y donde la intensidad de color muestra la probabilidad de activacién
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que presenta este. El valor c(X) refleja el coste de bloquear cada nodo, que en
este ejemplo no se corresponde con su grado. Con un presupuesto FR = 3 pode-
mos bloquear el nodo D o el nodo C, pero no ambos. La primera opcion (Figura 2
abajo) corta la ruta de alto impacto hacia el nodo E, reduciendo la propagacion
esperada en 1. Sin embargo, eliminando C (Figura 2 arriba) se reduce la propa-
gacion en 2, dado que la arista de B a D presenta un p de 0.4 y en consecuencia
no se produciria la activacion de D. Por tanto, la solucion 6ptima seria bloquear
el nodo C ya que se reduciria la propagaciéon hacia D y E.

3. Descripcion algoritmica

La metaheuristica Greedy Randomized Adaptive Search Procedure (GRASP),
introducida originalmente por Feo y Resende [4,11], es un proceso iterativo de
arranque miultiple ampliamente reconocido por su eficacia y flexibilidad en la
resolucion de problemas de optimizacién combinatoria. Su arquitectura se fun-
damenta en la ejecucion sucesiva de dos fases principales: una fase de construc-
cion donde se genera una solucién inicial mediante un proceso voraz adaptativo
con un componente de azar controlado y una fase de mejora que refina dicha
solucion hasta alcanzar un 6ptimo local. La principal ventaja de GRASP resi-
de en su notable escalabilidad y su capacidad para equilibrar la exploracién y
explotacion del espacio de biisqueda. Debido a su sélido rendimiento documen-
tado en trabajos previos de diversa naturaleza, se ha seleccionado como la base
algoritmica para esta investigacion. [4,7,9,10]

En el contexto especifico de los problemas de difusion en redes, GRASP ofrece
caracteristicas criticas como la diversidad de soluciones, el control de la aleato-
riedad y la posibilidad de incluir procedimientos de evaluacién incrementales que
reducen el coste computacional.

La eficiencia practica de este enfoque ha sido validada en estudios como el de
Lozano-Osorio et al. [9], donde se propuso un método rapido para la seleccion
de nodos semilla en problemas de IM. Siguiendo dicha estrategia, es posible
disenar una fase de construcciéon que evite simulaciones costosas, utilizando en
su lugar medidas de vecindad para obtener puntos de partida competitivos de
forma casi instantanea. Esta aproximacion permite generar soluciones iniciales
de manera eficiente, aunque su utilidad depende de que dicha medida refleje
de forma razonable el impacto real de los nodos sobre la difusion. Cuando esta
relacion es débil, la solucion inicial puede ser menos informativa y necesitar
una mayor labor de refinamiento en la basqueda local [6]. Por tanto, nuestro
diseno busca un compromiso 6ptimo entre la calidad de la solucién y el tiempo
de computo, permitiendo que la biisqueda local ejecute evaluaciones de mayor
precision de manera selectiva.

Para evaluar la calidad de soluciéon de nuestro GRASP, la funcién objetivo
de nuestro problema es la minimizacién de la propagacion esperada. Dado un
conjunto de semillas § y un conjunto de nodos bloqueadores B seleccionados
por el algoritmo, la funcién o(S, B) representa el nimero esperado de nodos
activados al finalizar el proceso de difusién bajo el modelo IC. Debido a la
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naturaleza estocéstica del modelo IC, este valor se estima mediante el promedio
de T réplicas independientes de Monte Carlo.

Algoritmo: GRASP de seleccion de nodos bloqueadores en IMIN bajo
presupuesto

Require: Grafo G, S, FR, o, I
Ensure: Conjunto de bloqueadores Bpest
1: Bpest < 0
2: fori=1to I do
3:  {Fase 1: Construccion Voraz aleatorizada}

4: Beyrr <0
5 FReyyy < FR
6: while true do
7: C <+ {veV\(SUBeur) | ¢c(v) < FReurr }
8: if C es vacio then
9: break
10: end if
11: Calcular una puntuacion heuristica s(v) para cada v € C
12: Smin — Minyec s(v)
13: Smaz — MiX,ec $(V)
14: T 4= Smin + & (Smaz — Smin)
15: RCL+ {veC|sk)>71}
16: Seleccionar aleatoriamente vg.; de RCL
17: Bewrr < Bewrr U {Usel}
18: FReurr <= FReurr — ¢(Vser)
19: Actualizar el estado residual del grafo

20:  end while

21:  {Fase 2: Fase de mejora}

92 Buwr ¢ LOCAL SEARCH SURROGATE(Beu,r)
23: if Byest = 0 or f(Bcurr) < f(Bbest) then

24: Bbest — Bcurr
25:  end if
26: end for

27: return Byt

El algoritmo comienza con la inicializacién, donde se define el valor del con-
junto 6ptimo de bloqueadores Bpest como un conjunto vacio (linea 1). El bucle
principal (linea 2) controla el nimero de iteraciones totales (I). Cada iteracion
constituye un proceso de multiarranque independiente, diseniado para explorar
diferentes regiones del espacio de busqueda y mitigar el riesgo de convergencia
en 6ptimos locales.
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3.1. Fase constructiva

En esta etapa se genera una solucion factible de forma iterativa y adaptativa.
En las lineas 4 y 5 se definen el conjunto de bloqueadores actual (Beyrr) y el
presupuesto disponible (FR¢y) para la iteracion actual, respectivamente. En la
linea 6, el proceso de construccién contintia mientras persista un presupuesto
suficiente. En la linea 7 se identifica el conjunto C'; compuesto por nodos que no
pertenecen a las semillas iniciales B, no han sido seleccionados previamente en
Beurr y cuyo coste sea asumible por el presupuesto actual. Si C' resulta ser un
conjunto vacio (linea 8), el proceso de construccion finaliza anticipadamente (li-
nea 9y 10). En caso contrario, se calcula un valor heuristico para cada candidato
(linea 11).

Para la evaluacién y asignacién de puntuaciones a los nodos candidatos,
se han implementado dos estrategias voraces diferenciadas, denominadas OIM
v GRADO, combinando enfoques consolidados de la literatura con propuestas
metodologicas basadas en [13]. La primera de ellas, la estrategia OIM, adopta una
hibridacién del modelo IC' con el algoritmo de Lengauer-Tarjan para el cédlculo de
arboles de dominadores, lo que permite estimar probabilisticamente el impacto
estructural global de cada nodo a través de simulaciones Monte Carlo. Por el
contrario, la estrategia GRADO se introduce como el marco de comparacion de
referencia ya que, dado que no existen soluciones previas en el estado del arte
que aborden este escenario especifico bajo la restriccion presupuestaria, esta
heuristica fue disenada para calcular de manera puramente local el grado de
salida esperado hacia vecinos no bloqueados.

Basandose en los valores extremos Smin ¥ Smas (lineas 12 y 13), se establece
un umbral de calidad 7 mediante el parametro o € [0,1] (linea 14), donde un
valor alto de a indica mayor voracidad y un valor menor mayor aleatoriedad.
Ademaés, este umbral permite filtrar la lista restringida de candidatos (RCL)
en la linea 15, que introduce tnicamente a los nodos cuya puntuaciéon es igual
o superior a 7. Luego, se selecciona aleatoriamente un nodo wvse de la RCL
(linea 16) para su inclusion en By, (linea 17). Tras actualizar el presupuesto
(linea 18), el algoritmo recalcula el estado del grafo residual (linea 19). Esta
naturaleza adaptativa es critica debido a que las puntuaciones de los candidatos
restantes se actualizan dindmicamente segin las propiedades incidentes de la red
tras cada seleccion.

3.2. Fase de mejora

La funcion de la bisqueda local es refinar la solucién inicial hasta un minimo
local. Se repite hasta cumplir el criterio de parada, devolviendo la mejor solucién
encontrada. Por tanto, se aplica el procedimiento de busqueda local (linea 22).
Para optimizar la eficiencia computacional, este paso utiliza una funcion de eva-
luacion subrogada, la cual tiene en cuenta aquellos X nodos no seleccionados
cuyo grado sea mayor. Este enfoque minimiza el recurso de simulaciones Monte
Carlo costosas, evaluando inicamente los intercambios de vecindad mas prome-
tedores antes de realizar la evaluacién final de la solucién mejorada. Si la solucién
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obtenida tras la bisqueda local reduce la propagacion esperada respecto al me-
jor registro previo (Bpest = 0 0 f(Beurr) < f(Bbest), linea 23), se actualizan los
valores de Bypes: (linea 24) con los nuevos resultados.

Tras completar el ciclo de iteraciones, el algoritmo devuelve el conjunto Bpest
que representa la configuracion de bloqueadores mas eficiente encontrada durante
el proceso de busqueda (linea 27).

4. Resultados

Para evaluar la robustez y escalabilidad del algoritmo propuesto, se han se-
leccionado ocho redes del mundo real con distinta escala (que abarca desde miles
de nodos hasta millones de aristas) y diversas propiedades estructurales a partir
del Stanford Large Network Dataset Collection (SNAP). El conjunto de datos
incluye redes sociales no dirigidas de gran escala como com-youtube (1.134.890
nodos y 2.987.624 aristas) y la red de colaboracion cientifica com-dblp (317.080
nodos y 1.049.866 aristas). Ademaés, se incorporan redes de comunicaciéon por co-
rreo electronico tanto masivas como compactas, representadas por Email-FuAll
(265.214 nodos y 420.045 aristas) y email-Eu-core (1.005 nodos y 25.571 aristas),
siendo ambas redes dirigidas. La experimentacién también contempla circulos
sociales anonimizados de facebook combined (4.039 nodos y 88.234 aristas) y
twitter _combined (81.306 nodos y 1.768.149 aristas), ademas de estructuras de
hipervinculos web como el grafo web-Stanford (281.903 nodos y 2.312.497 aris-
tas) y redes de interaccién comunitaria como Wiki- Vote (7.115 nodos y 103.689
aristas). Esta diversidad en el tamafio y la naturaleza de los grafos permite vali-
dar la eficiencia de las estrategias de minimizacién en entornos de computaciéon
intensiva y en escenarios de topologia compleja.

Para terminar de definir las instancias del IMIN bajo presupuesto, a cada
nodo se le ha asignado un coste en base a su grado. Finalmente, cada instancia
presenta el nimero de nodos inicialmente infectados (semillas), el cual se obtuvo
mediante los métodos méas avanzados del problema de IM [9]. Para el valor FR,
que indica el presupuesto disponible para seleccionar los nodos bloqueadores,
hemos considerado cuatro valores distintos para cada instancia base. Se han ob-
tenido como un porcentaje del coste total de la red, calculado como la sumatoria
de los costes individuales de todos los nodos. En concreto, se considera un 1, 5,
10 y 15 por ciento del coste total, lo que resulta en un total de 32 instancias (8
instancias base con 4 valores distintos de FR cada una).

Cada calculo del nimero esperado de nodos activados al finalizar el proceso
de difusion o(S, B) para cada solucién candidata B implica un total de 100 ite-
raciones Monte Carlo. Los experimentos se llevaron a cabo en la infraestructura
proporcionada por la Universidad Rey Juan Carlos, un servidor con procesador
AMD EPYC 7643 (48 nucleos fisicos, aunque la ejecucion se limit6 a 16 nicleos)
y 32 GB de RAM. El sistema operativo fue Linuz, el entorno de compilaciéon y
ejecucion incluyd GCC 13, configurado para emplear el estandar C++17 con la
optimizacién -03, y el lenguaje de programaciéon empleado para scripts fue C++
y para herramientas Python 3.12.5.
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Para ilustrar los resultados se muestran las diferentes métricas utilizadas. La
funcién objetivo o (S, B) (FO) representa la magnitud de la difusién esperada
tras la reduccion de influencia. Se calcula como el promedio de nodos infectados
una vez que el algoritmo ha bloqueado los nodos seleccionados en B en las 100
iteraciones Monte Carlo. Ademas, tendremos en cuenta la desviacion porcentual
(Desv. (%)) para medir qué tan lejos se queda de la soluciéon de un algoritmo
respecto a la mejor soluciéon de referencia. Adicionalmente, el tiempo (Tiempo
(s)) de computo empleado y el valor Mejor indica si el algoritmo alcanza el mejor
valor conocido de la funcién objetivo para cada instancia.

4.1. Experimentaciéon preliminar

Se ha realizado una fase preliminar, orientada a ajustar los hiperpardmetros
del algoritmo GRASP, seleccionando el 25% de las instancias disponibles para
los experimentos. De las 32 instancias consideradas, se eligieron 8 instancias
representativas. Para garantizar la diversidad, se selecciond una instancia base
por cada red con su respectivo valor de FR y sobre esa muestra se evalud la
calidad de nuestro GRASP. Cabe destacar que el nimero de iteraciones I de
GRASP fue fijado a 10.

Algoritmo « FO Desv. (%) Tiempo (s) Mejor
0.25 4163.98 5.17 5246.06 2/8
0.50 4145.23 2.05 4258.11 1/8
0.75 4183.81 1.58 4350.61 1/8
GRASP 100 1.00 4150.23 1.66 4296.00 2/8
RND 4138.89 0.95 4365.50 2/8
0.25 4179.50 6.14 3387.23 1/8
0.50 4152.67 1.97 3400.71 1/8
0.75 4181.00 1.73 3465.05 1/8
GRASP 50 0 4160.40 137 350580  2/8
RND 4118.35 0.83 3422.41 2/8
0.25 4188.63 6.99 3134.09 1/8
0.50 4155.44 2.74 3166.14 1/8
0.75 4177.53 2.00 3137.51 1/8
GRASP 25 1.00 4150.05 0.97 3158.80 2/8
RND 4135.87 0.52 3133.79 3/8

Cuadro 1: Comparacion preliminar con varios a y surrogate.

Hemos realizado un estudio del parametro o del GRASP (véase la Sec-
cion 3.1) considerando los valores {0.25,0.50,0.75,1.00} y una variante alea-
torizada denotada como RND. En esta ultima, el valor de « se asigna de forma
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estocastica en cada iteracion para fomentar la diversificacion en la busqueda. Ca-
be destacar que un incremento en « proporciona al algoritmo un comportamiento
maéas voraz, mientras que valores menores favorecen la aleatoriedad. Asimismo,
para la buisqueda local subrogada (véase la Seccion 3.2) se han evaluado limites
de exploracién de 25, 50 y 100 nodos (denotado como GRASP 25, 50 y 100 en la
tabla). Estos umbrales definen el tamaiio de la vecindad de busqueda basandose
en el orden de importancia estructural de los nodos (grado), optimizando asi el
compromiso entre la calidad de la mejora y el coste computacional.

Los resultados preliminares recogidos en la Tabla 1 muestran una tendencia
clara donde la reduccién del tamano de Surrogate disminuye drasticamente los
tiempos de ejecucion, pasando de un promedio general superior a los 4300 se-
gundos en Surrogate 100 a una media cercana a los 3140 segundos en Surrogate
25. En cuanto a la calidad de las soluciones y la estabilidad del algoritmo, las
configuraciones con a en modo RND superan consistentemente a los valores fi-
jos en los tres bloques evaluados. Se observa también que los valores bajos de «
como (.25 incrementan el tiempo de computo y elevan la desviacién porcentual,
mostrando que una exploracién excesivamente aleatorizada perjudica tanto a la
eficiencia como la consistencia del algoritmo para nuestro problema.

A partir de este comportamiento, se determina que la combinaciéon de Su-
rrogate 25 junto con el parametro a en modo RND es la mejor opcién para
la configuracion definitiva del algoritmo. Aunque Surrogate 50 (RND) consigue
un valor promedio ligeramente inferior, la variante Surrogate 25 (RND) ofrece
el equilibrio 6ptimo rendimiento/tiempo de ejecucion y el comportamiento mas
robusto del estudio preliminar. Esta combinacién destaca por registrar el tiempo
de ejecucion mas rapido de toda la comparativa (3133.79), la menor desviacion
porcentual (0.52 %), asegurando una alta repetibilidad, y la mayor tasa de éxito
al conseguir la mejor solucion en 3 de las 8 instancias estudiadas.

4.2. Experimentacion final

Una vez encontrada la mejor combinacién para nuestra metaheuristica, se usa
todo el conjunto de redes sociales y se comparan las dos heuristicas de seleccion:
OIM y GRADO (véase la Seccion 3.1). Los resultados para todas las instancias
se muestran en la Tabla 2

Los resultados revelan el buen comportamiento de la propuesta presentada,
en comparacion con el enfoque clasico de la literatura que usa la funcién heuristi-
ca de seleccion de nodos bloqueadores basada en el grado del nodo. En términos
de la calidad de las soluciones, GRASP OIM minimiza eficazmente la funcion
objetivo en la totalidad de las instancias evaluadas. Otro aspecto a considerar
es la robustez estocastica de nuestra propuesta, la cual registra una desviacién
porcentual del 0.00% en todos los escenarios. Este comportamiento contrasta
drasticamente con la alta inestabilidad de GRASP GRADO, cuya desviacion
promedio global se eleva al 206.60 %, registrando picos criticos de dispersiéon en
redes topologicamente complejas como web-Stanford y com-dblp.

En lo que respecta al desempenio computacional, los datos evidencian un com-
promiso estructural entre el tiempo de ejecucion y la precision heuristica. Si bien
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c GRASP OIM GRASP GRADO

FO Desv. (%) Tiempo (s) Mejor FO Desv. (%) Tiempo (s) Mejor
com-dblp 24.48 0.00 41669.65 4/4 112.77 663.01 120.23 0/4
com-youtube 12755.96 0.00 8558.25 4/4 14275.07 17.24 10456.15 0/4
Email-EuAll 1202.03 0.00 190.60 4/4 1392.03 30.11 17.02 0/4
email-Eu-core 279.77 0.00 5.85 4/4 281.30 0.68 5.62 0/4
facebook combined 366.94 0.00 12.61 4/4 392.96 8.43 11.79 0/4
twitter combined 7528.69 0.00 1227.62  4/4 10047.48 58.79 453.73 0/4
web-Stanford 37.17 0.00 30974.13 4/4 146.38 866.14 264.13 0/4
Wiki-Vote 577.77 0.00 15.31 4/4 613.86 8.42 19.43 0/4
Resumen 2846.60 0.00 10331.7532/32 3407.73 206.60 1418.51 0/32

Cuadro 2: Comparacion final con « = RND y Surrogate 25.

GRASP GRADO demanda un menor tiempo de cémputo global, esta ventaja
operativa se consigue a expensas de una degradaciéon considerable en la calidad
de los resultados, siendo este algoritmo incapaz de obtener la mejor soluciéon en
ninguna de las pruebas. Por tanto, el incremento en el coste computacional re-
querido por GRASP OIM queda plenamente justificado por su capacidad para
mitigar de forma 6ptima el impacto de la influencia en la red con una consis-
tencia matematica absoluta. Este hecho posiciona a nuestra configuracién como
la alternativa ideal para escenarios donde la fiabilidad y la optimizacién estricta
de la solucién resulten criticas.

5. Conclusiones y trabajos futuros

A la vista de la experimentacion realizada y bajo la mejor combinacion en-
contrada, nuestra implementaciéon GRASP para el problema de IMIN con pre-
supuesto FR obtiene soluciones de alta calidad con respecto a la puntuaciéon de
nodos basada en el grado, consiguiendo un 206.60 % de desviacion porcentual.
Ademas, se consigue un buen equilibrio entre calidad de solucion y tiempo de
computo, uno de los retos principales para este tipo de problemas tan costosos.

En futuras lineas de investigacién, se contempla profundizar en la precision
de las estimaciones mediante un incremento significativo en el niimero de réplicas
de Monte Carlo, permitiendo una convergencia méas estrecha de la propagaciéon
esperada y una reduccién del error tipico en redes de gran escala. Ademés, se
pretende realizar un estudio comparativo frente a otras metaheuristicas, tanto
de naturaleza heuristica como basadas en técnicas de muestreo inverso. De esta
manera podremos contrastar la eficiencia del enfoque GRASP bajo restricciones
presupuestarias heterogéneas.
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